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Grundlagen der Feature-Extraction

Feature-Extraction: Umwandlung von Rohdaten in numerische Features unter
Beibehaltung der Informationen im Originaldatensatz die spater in einem
Vorhersagemodell verwendet werden. . N
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Grundlagen der Feature-Extraction
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Grundlagen der Feature-Extraction
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Manuelle vs. Automatische Feature-Extraction

Eingabe Feature-Extraction Lern-Algorithmus Ausgabe
v

é . Filterung, Stichprobe Statistik(z.B. Korrelation), Signalverarbeitung...

{&)} : PCA, Autoencoders, Convolutional Neuronale Netze...



Umsetzung in der medizinischen Diagnostik

Brustkrebs-Diagnose UCI @

Machine Learning Repository

Center for Machine Leaming and Intelligent Systems

Breast Cancer Wisconsin (Diagnostic) Data Set
Download- Data Folder, Data Set Description

Abstract: Diagnostic Wisconsin Breast Cancer Database

569 Patientinnen, 30 Features

10 Charakteristika des Brustmassenzellkerns wurden gemessen:
* Radius (Mittelwert aller Abstdnde vom Zentrum zu Punkten auf
dem Perimeter)
* Textur (Standardabweichung der Grauskala-Werte)
+ Umfang
* Flache
+ Glattheit (lokale Variation der Radiuslangen)
« Kompaktheit (Umfang”2 / Flache - 1,0)
« Konkavitat (Starke der konkaven Teile der Kontur)
+ Konkavitatspunkte (Anzahl der konkaven Teile der Kontur)
* Symmetrie
« Fraktale Dimension ("Kustenlinienapproximation” - 1)

Fir jedes Feature werden 3 Mal3e angegeben:
+ Kleinste
« Standardfehler
* Grolite/"schlechteste

Aufgabe: Die Brustmasse als gut- oder bdsartig zu klassifizieren  https:/archive.ics.uci.edu/ml/datasets/breast+cancer+wisconsin+(diagnostic)



https://archive.ics.uci.edu/ml/datasets/breast+cancer+wisconsin+(diagnostic)

Umsetzung in der medizinischen Diagnostik

Manuelle Feature-Extraction

Theorie, Methodik und Umsetzung von Korrelation

Gegeben (z;,y;,)', i = 1,...,n eine zweidimensionale Stichprobe

mit den empirischen Mitteln
— 1 n ' — 1 n '
y_ﬁzizlyz x—ﬁzizl L

T _ T
Y= (Y1, Yn) r=(T1,...,Tp)

der empirische Korrelationskoeffizient ist

D > 1 (),
VI (@ =) T, (5 — 9)?

Tzy

Beispiel Korrelationskoeffizient Scatter-Diagramme

O< I <+1

1< F <0

+1




Umsetzung in der medizinischen Diagnostik

Manuelle Feature-Extraction
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Wir entfernen alle Features mit einer Korrelation von mehr als 0,7 (16/30 Features)!



Umsetzung in der medizinischen Diagnostik

Manuelle Feature-Extraction 10

Theorie, Methodik und Umsetzung von Korrelation mean area
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Wir entfernen alle Features mit einer Korrelation von mehr als 0,7 (16/30 Features)!



Umsetzung in der medizinischen Diagnostik

Automatische Feature-Extraction
Theorie, Methodik und Umsetzung von PCA

PCA

« Unuberwachtes Lernen zur Dimensions-Reduzierung genutzt (Komprimierung)

« "Transformiere" eine Menge von Beobachtungen in ein anderes Koordinatensystem, in dem die Werte der
ersten Koordinate (Komponente) die gro3tmogliche Varianz aufweisen

 Lineare Transformation bei dem die Rekonstruktion der Beobachtungen aus den

fuhrenden Hauptkomponenten hat den niedrigsten quadratischen Fehler
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Umsetzung in der medizinischen Diagnostik

Automatische Feature-Extraction
Theorie, Methodik und Umsetzung von PCA

Die ersten zwei Hauptkomponenten (PC) erklaren den Grol3teil der Variation in den Daten.
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Umsetzung in der medizinischen Diagnostik

Automatische Feature-Extraction

Theorie, Methodik und Umsetzung von Autoencoders

Autoencoder

Fur jeden Eingangsvektor x der Dimension d des kompletten Datensaztes der Lange n generiert das neuronale Netz eine Rekonstruktion x” durch:

» Kodierung der Eingangsdaten (d.h. verwende die lineare / nicht-lineare Transformation gg .))
+ dies liefert eine komprimierte Kodierung in der diinnsten Netzwerk-Ebene, z
» Dekodierung der komprimierten Eingangsdaten durch Anwendung der linearen / nicht-linearen Transformation f, (. )

Eingabe XX Rekonstruierter Eingabe

Encoder
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Umsetzung in der medizinischen Diagnostik

Klassifizierung Modell

Anwendung von Entscheidungsbaumen
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Umsetzung In der medizinischen Diagnostik

Data-Engineering-Pipelines Auswertung

« Daten-Skalierung + Baseline-Klassifikator (Entscheidungsbaumen)

« Daten-Skalierung + Korrelation + Baseline-Klassifikator

« Daten-Skalierung + PCA + Baseline-Klassifikator
« Daten-Skalierung + Encoder + Baseline-Klassifikator
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m Baseline (Entscheidungsbaum-Klassifikator)
m Korr + Entscheidungsbaum-Klassifikator
® PCA + Entscheidungsbaum-Klassifikator
®m Encoder + Entscheidungsbaum-Klassifikator

m Baseline (Entscheidungsbaum-Klassifikator) m Korr + Entscheidungsbaum-Klassifikator

Accuracy
0.924774436
0.930459579
0.942901003
0.950971178

m PCA + Entscheidungsbaum-Klassifikator

Precision
0.940450027
0.949913322
0.963545501
0.976703745

B Encoder + Entscheidungsbaum-Klassifikator

Demo-Code
Github
verfligbar

dmlic

XGBoost * @ learn

Recall
0.941190476
0.954957265
0.966920635
0.976690476



Fazit

Die Feature-Extraction ist:

 nutzlich, wenn wir die Anzahl der fur die Verarbeitung bendtigten
Ressourcen reduzieren mussen, ohne wichtige oder relevante
Informationen zu verlieren

« ein wichtiger Schritt in der Data-Engineering-Pipeline, bevor das
Pradiktivmodell erstellt wird

* Isthoch domanen- und datenspezifisch

* unterstltzt eine bessere Analyse und Interpretation der Vorhersagen
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